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摘要：大型风电场的动态等值建模是研究风电并网问题的基础，然而基于聚类的风电场等值模型无法高精度拟

合其动态特性，且应用时泛化能力差是聚类等值的固有缺陷。针对该问题，提出一种基于粒子群算法-长短期记忆

神经网络-误差校正模型（particle swarm optimization-long short term memory neural network-error correction model，
PSO-LSTM-ECM）的风电场等值建模方法。首先，利用K-means聚类算法和容量加权法对风电场风电机组进行

分群，构建风电场聚类等值模型；然后，基于详细模型和聚类等值模型的暂态响应误差构建ECM，通过PSO优化

的LSTM网络训练得到校正模型，将网络的输出值补偿给聚类等值模型；最后，在PSCAD和Matlab平台进行联

合仿真，对风电场详细模型、聚类等值模型和所提出模型进行对比分析，结果验证了提出模型的有效性与优越性。
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Equivalent Modeling of Wind Farm Based on PSO-LSTM-ECM Method
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ABSTRACT： Dynamic equivalent modeling of large-scale wind farms is the foundation for studying wind power grid 
integration， while the clustering-based equivalent model of wind farms cannot fit the dynamic output characteristics 
with high accuracy， and the poor generalization ability in its application is an inherent defect of clustering based model.  
Aiming at this problem， this paper proposes a wind farm equivalent modeling method based on particle swarm 
optimization-long short term memory neural network-error correction model （PSO-LSTM-ECM）.  Firstly， K-means 
clustering algorithm and capacity weighting method are used to cluster wind turbines in wind farms， and a clustering 
equivalent model of the wind farms is constructed； Then， ECM is constructed based on the transient response errors of 
the detailed model and the clustering equivalent model， and the correction model is obtained through the LSTM neural 
network training optimized by PSO， and the output value of the network is compensated to the clustering equivalent 
model； Finally， a joint simulation is conducted on PSCAD and Matlab platforms to compare and analyze the detailed 
wind farm model， clustering equivalent model， and the model proposed in this paper.  The result proves the 
effectiveness and superiority of the proposed model.

KEY WORDS： wind farm； equivalent modeling； deep learning； error correction model； long short-term memory 
neural network

0　引言

在“双碳”目标战略驱动下，可再生能源发电逐

步替代化石能源发电，已成为能源转型的必然趋

势，国内大型风电场的建设规模持续扩大［1-2］。由于

风能间歇性和随机性的特点，大型风电场并网对电

网安全运行产生不利影响，建立高效可靠的大型风

电场模型是评估其对电力系统稳定性影响的基础，

对风电场的建模研究具有重要意义［3-8］。如今，风电

DOI： 10. 16513/j. 2096-2185. DE. 24090666

基金项目： 国家自然科学基金（重点项目）（61933005）
This work is supported by National Natural Science Foundation 

of China （Key Program ）（61933005）



第 10 卷 第 3 期分布式能源

场规模已经发展到由数十甚至上百台风电机组组

成，每台风电机组都是复杂的高阶非线性系统，如

果对风电场内每台风电机组都进行详细建模，会引

起维数灾［9-11］，模型复杂程度极高，仿真效率低，可

靠性低，而等值建模［12-14］是解决这种问题的常用

方法。

风电场等值建模包括单机等值和基于聚类算

法的多机等值 2种［15］。单机等值法和多机等值法的

核心是把风电场内所有风电机组等值成 1台或少数

几台［16］，等值方法极大降低了大型风电场仿真耗

时，使仿真模型的实际应用变为可能。一台风电机

组常包含大量内部参数，等值后的风电机组参数通

常由容量加权法或参数测辨法获取［17］。

单机等值方法［18-20］通常以风速或功率为输入进

行等值，适用于风电场内各机组运行状态差异较小

的情况，受风速的间歇性与随机性影响，单机等值

无法满足大规模风电场的建模需求。现阶段对风

电场等值建模问题的研究主要集中于多机等值方

法。目前，对多机等值方法的关注点主要在聚类指

标的选取和聚类算法的改进上。“同调等值”是多机

等值方法的核心，目的是把具有相似运行特性的风

电机组聚合等值成 1台。相比于单机等值，多机等

值可以灵活地解决不同场景下的建模问题。聚类

指标通常是机组机型［21］、运行方式、位置信息、保护

动作与否［22-23］，以及风速、输出功率［24］、母线电压、浆

距角、电压跌落程度［25］等，聚类方法包括 K-means
算法［26］、模糊 C 均值聚类［27］、支持向量机、减法聚

类、概率聚类［28］等。文献［18-19，21］分别使用遗传

算法［18］、随机逼近法［19］、粒子群算法［21］对等值机内

部参数寻优。基于聚类的等值方法保证风电场模

型一定精度的同时减少了软件仿真耗时，仍然忽略

了风电场内部的运行状态和动态参数差异，并且等

值模型都存在难以泛化的问题，这也是聚类算法无

法解决的固有属性。同时，风电场是一个复杂、高

阶、具有强非线性的系统，传统的建模方法无法很

好地拟合风电场的动态特性。近年来，一些基于深

度学习的方法应用于风电场建模问题中表现出了

良好的性能，如文献［29］采用时延神经网络逼近风

电场场集总调压特性，文献［22］利用反向传播

（back propagation， BP）神经网络匹配机组级信息，文

献［30］提出了多智能体风电场无功降损控制架构。

本文提出一种基于粒子群算法-长短期记忆神

经网络-误差校正模型（particle swarm optimization-

long short term memory neural network-error cor-
rection model，PSO-LSTM-ECM）的风电场等值建

模方法，它是一种融合数据驱动与风电场物理模型

的建模方法，通过构建数据驱动的误差校正模型

（error correction model，ECM），来校正风电场聚类

等值模型的等值误差。数据驱动建模方法对数据

集要求较高，需要以大量的聚类等值模型的暂态响

应作为网络输入，两模型的响应误差作为映射目

标 ，通 过 长 短 期 记 忆（long short-term memory， 
LSTM）网络训练两模型之间的响应误差，获得误差

校正模型，以对聚类等值模型进行修正。仿真验证

表明，基于PSO-LSTM-ECM的风电场等值建模方

法在保证仿真低耗时的同时可得到接近详细模型

的精度。

1　风电机组模型

在对风电机组进行等值建模之前须对单台风

电机组进行数学建模，本文采用的直驱永磁同步风

力 发 电 机 组（directly driven wind turbine with 
permanent magnet synchronous generators， PMSG）

由风力机、传动系统、发电机和变流器组成，下文将

根据能量传递过程对风电机组进行数学建模。

1.1　风力机模型

根据贝茨理论，风能吸收效率可描述为

Pm = 0.5ρAv3CP ( λ，β ) （1）
式中：Pm 为风力机输出机械功率，MW；ρ为大气密

度，kg/m3；A为风力机叶片扫风面积，m2；v为风速；

CP 为风能利用系数，是叶尖速比 λ和浆距角 β的函

数，其中叶尖速比定义为 λ=ωpR/v，ωp 为机组转

速，R为风力机叶片半径。

1.2　传动系统模型

PMSG风力发电机组的传动系统没有齿轮箱，

风力机捕获风能后输出的机械功率直接带动发电

机转动，把机械能转换成电能输出。本文采用简化

的单质量块模型搭建传动系统数学模型，即把风力

机和发电机看成一个质量块，其传动方程为

2Hm
dωm

dt =Tm -Te （2）

式中：Hm 为轴系惯性系数；ωm 为转子机械角速度；

Tm为风力机的机械转矩；Te为发电机的电磁转矩。

1.3　发电机模型和变流器模型

本文建立的在同步旋转坐标系 dq轴下的永磁
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同步电机数学模型的发电机电压方程为

ì

í

î

ï
ïï
ï

ï
ïï
ï

usd =Rs isd -ωeLsq isq +Lsd
disd
dt

usq =Rs isq -ωeLsd isd +Lsd
disq
dt +ωeψ f

（3）

式中：usd、usq、isd、isq分别为发电机定子侧定子在 dq
坐标系下的电压、电流分量；Rs 为发电机定子绕组

电阻；Lsq、Lsd分别为发电机定子绕组同步电感在dq
坐标系下的分量；ωe 为发电机角速度；ψ f 为发电机

中永磁体的磁链幅值。

发电机输出的有功功率 Ps 和无功功率 Qs 分

别为

ì
í
î

Ps = usd isd + usq isq
Qs = usq isq - usd isd

（4）

PMSG 风电机采用背靠背型全功率变流器拓

扑实现低质量电能到高质量可并网电能的转换。

网侧变流器在 dq轴旋转坐标系下的电压方

程为

ì

í

î

ï
ïï
ï

ï
ïï
ï

ugd = ud +Rg id +Lg
did
dt -ωgLg iq

ugq = uq +Rg iq +Lg
diq
dt -ωgLg id

（5）

式中：ugd、ugq、id、iq分别为网侧变流器在dq坐标系下

的电压、电流分量；ud、uq分别为电网电压在dq坐标

系下的分量；Rg 和Lg 分别为网侧变流器的电阻、电

感；ωg为电网同步角频率。

网侧变流器输出有功功率Pg 和无功功率Qg 分

别为

ì
í
î

Pg = udid + uqiq
Qg = uqid + udiq

（6）

将电网电压定向在d轴上，有

uq = 0 （7）
则网侧变流器输出为

ì
í
î

Pg = udid
Qg =-udiq

（8）

2　风电机组的聚类等值模型

2.1　聚类指标选取

风电场聚类等值建模一般分为 3个步骤：首先，

需要通过选取聚类指标，使得风电场内具有相似机

电特性的风电机组聚合等值；然后，通过聚类算法

使整个风电场所有风电机组等值为 1 台或少数几

台；聚类分群完成后须对等值机进行参数计算。本

文将根据机组运行状态量来选取聚类指标。

风电机组的有功输出是风电场仿真中的重要

电气量，能够精确地拟合风电机组的输出有功功率

也是风电场等值建模的目标，它直观反映了风电机

组网侧的出力情况。同时，风电机组有功输出也是

网侧变流器的闭环控制量，网侧变流器的控制系统

通过调节发电机组网侧的有功输出，使低质量电能

转换为可并网电能。因此，选取风电机组的有功输

出作为聚类指标之一。

在风电机组正常运行条件下，风电机组机械转

矩和电磁转矩通常是固定值。低压穿越状况下，发

电机的电磁转矩变小，从而导致无法转矩平衡。此

时，变流器控制系统将相应地改变发电机的转速，

使得风电机组转矩平衡。可以看出，转速可反应出

机组的暂态变化。

根据式（1），风电机组的实时运行点主要取决

于输入风速，以风速作为聚类指标，将具有相似输

入风速的风电机组聚合，则可以几乎消除机组间的

地理空间位置差异、机组间的尾流效应，以及相近

机组间的风速遮挡等不确定因素的影响。

综上，选取风电机组有功输出P、输入风速 v、机
组转速ω作为风电场的聚类等值指标，上述 3 个指

标都可以通过数据采集与监视控制（supervisory 
control and data acquisition， SCADA）系统监测获

得，保证了聚类指标的合理与实用性。

2.2　K-means均值聚类算法

K-means聚类算法是简易高效的无监督学习方

法，该算法可解释性强、聚类效果佳。它的主要思

想是在给定初始聚类中心的情况下，把所有数据点

分到与其距离最近的聚类中心点所代表的一个类

别中，下一步是重新计算这些类别的中心点，作为

下一轮迭代的聚类中心，继续迭代进行数据点分配

和更新聚类中心，直至满足精度条件或指定迭代次

数。本文中K-means算法步骤如下：

（1）根据所设置的聚类个数，在数据样本中随

机产生K个聚类中心C={c j|j= 1，2，⋯，K }。
（2）计算所有数据样本到聚类中心的欧氏距离

d ( x i，c j )= ( x i - c j )T ( x i - c j )。
（3）所有数据样本 x i依照式（2）的计算结果分

配至距离自身最近的聚类中心，形成K个数据簇

Z t，t= 1，2，⋯，K。

（4）重新计算 K 个数据簇 Z t 的平均值 z t =
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1
mt

∑xg，将其作为新的聚类中心。式中：mt为第 t

个数据簇的数据个数；xg为第 t个数据簇的第 g个数

据（1 ≤ g≤mt）。

（5）重复步骤（2）和（3），直到聚类误差达到要

求的范围之内。聚类误差一般可用误差平方和CSSE

来评价，CSSE =∑
t= 1

K

∑
g= 1

mt

( xg - z t )2。最新的数据簇即

为分类结果。

聚类完成后，最后一次迭代产生的数据簇即代

表风电场内风电机组分类结果，所有风电机组根据

运行状态相似性被分成少数几类。确定了分类结

果后，则须对每个类别中的风电机组进行聚合等值

计算，将每一个类别中的所有风电机组聚合等值为

1 台，本文采用容量加权法计算等值机组参数。容

量加权法将依照风电机组的容量确定其风电等值

机的权值，各等值机组的参数再由加权平均

得到［31］。

3　基于 PSO-LSTM-ECM 的风电场等值建

模方法

3.1　基于深度学习的风电场误差校正模型框架

聚类等值模型实际上是一个折中的方案，风电

场聚类模型在降低了一定精度的情况下也大幅降

低了模型仿真耗时。但如上文所述，聚类方法克服

不了其本身带来的固有缺陷，在暂态响应下这种仿

真精度下降会更为明显。

随着现代计算机算力的不断提升，基于深度学

习方法的数据预测模型在处理复杂的非线性系统

中具有明显优势。在深度学习技术中，长短期记忆

神经网络能够有效地学习数据非线性与时序性特

征［32］，这为解决上述风电场等值模型的问题提供了

一种新的思路。

本文提出的基于深度学习的风电场误差校正

模型的核心是利用一个长短期记忆神经网络作为

详细模型与聚类等值模型的补偿训练网络。LSTM
具有十分强大的处理时序序列能力，而本文的风电

场详细模型与聚类等值模型的仿真结果本质上就

是时序序列数据。循环神经网络（rerrent neural 
network， RNN）也具有处理时间序列数据的能力，

但其本质是一个所有曾共享同样权值的前馈网络，

造成了在面对具有历史依赖数据时 RNN的精度较

低。LSTM设计了特殊的隐式神经单元，包括遗忘

门、输入门、输出门。LSTM 中的门结构在下一步

时间步长会把拥有权值的历史数据连接到自身，

LSTM通过门来控制丢弃或者增加信息，从而实现

遗忘或记忆的功能，这使得LSTM具备保存长期历

史输入的能力。LSTM 作为 RNN 的下一代变种，

保留了 RNN 大部分优秀特性的同时，解决了梯度

反传过程由于逐步缩减而产生的梯度消失问题。

本文提出的基于深度学习的风电场误差校正

模型框架如图1所示。

为研究风电场的动态特性和暂态特性，上述模

型中的风电场仿真均基于低电压穿越事件。该模

型分为 4 个模块，模块 1 建立了风电场详细模型并

获取了低电压穿越事件中对应的仿真数据；模块 2
建立了K-means聚类等值模型并获取了低电压穿越

事件中的仿真数据；模块 3建立了基于模块 1和 2的

修正模型 ECM，需要 LSTM 从大量的数据中训练

学习风电场详细模型和K-means聚类等值模型仿真

数据的误差；模块 4是误差补偿模块，根据模块 3中

训练完成的神经网络模型计算出特定场景下风电

场详细模型和K-means聚类等值模型仿真数据的误

差，并用加法补偿。

在风电场暂态响应过程中，聚类等值模型输出

有功功率Pc ( t )和母线电压Uc ( t )，详细模型输出有

功功率 Pd ( t ) 和母线电压Ud ( t )，把 Pd ( t ) 和Ud ( t )
分别减去 Pc ( t )和Uc ( t )即可得到风电场详细模型

和聚类等值模型在暂态过程中的有功功率误差

Pe ( t )和母线电压误差Ue ( t )：
Pe ( t )=Pd ( t )-Pc ( t ) （9）
Ue ( t )=Ud ( t )-Uc ( t ) （10）

令 ECM的输入为聚类等值模型低精度的暂态

响应数据Pc ( t )和Uc ( t )，把详细模型和聚类等值模

型的输出有功功率误差 Pe ( t ) 和母线电压误差

Ue ( t )作为 ECM 中 LSTM 的拟合目标，则 ECM 的

训练结果就是从低精度数据 Pc ( t )和Uc ( t )到其误

差 Pe ( t )和Ue ( t )的映射。对于任意暂态响应时刻

t，ECM 的输出结果接近某一特定场景的误差值

Pe ( t )和Ue ( t )。最后，根据模块 4 的运算使修正补

偿后的聚类等值模型的输出有功和母线电压接近

详细模型。ECM离线训练完成后，由于模块 4的运

算几乎不会耗费计算资源，本文所提出的基于深度

学习的误差修正模型在具有和详细模型几乎相同

的高精度的同时，也能使模型仿真耗时几乎与聚类

14
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等值模型相同。另外，以物理特性的聚类等值模型

为基础的深度学习方法更为可靠，解释性更强，与

实际风电场的外特性更相符，本文提出的模型也更

容易泛化到实际应用场景中。

在风电场暂态响应过程中，模型的输出有功功

率P ( t )和母线电压U ( t )不仅与当前系统的运行状

态有关，还和历史输入和系统运行状态相关。

LSTM神经网络由于特殊的门结构，处理具有历史

依赖作用的时序数据十分有效。

3.2　LSTM神经网络

一个基本的 LSTM 网络由多个用于提取输入

数据特征的隐含层和 1 个映射输出的全连接层组

成。LSTM 神经单元引入了门结构来控制数据信

息流，门结构的核心是一个Sigmoid函数，它能够对

上一时间步和当前时间步的信息进行记忆或选择

遗忘，并可以通过权值学习来决定信息的记忆或遗

忘程度，Sigmoid函数输出区间为［0，1］，输出为 0表

示完全遗忘，输出为 1表示完全记忆。每个门结构

都有一个点乘操作用于实现更新当前单元状态。

显然，对于某层第 n个时间步神经单元，其流动的状

态值 ct都包含了同层前 n- 1个时间步单元的带权

值数据信息，这也解释了LSTM对长期历史数据依

赖序列的优秀处理能力。

一个 LSTM 神经单元包括遗忘门、输入门、输

出门 3个门结构。3个门结构分别处理信息遗忘、信

息输入记忆和状态更新，当前时间步的信息和上一

时间步的信息通过 Sigmoid 函数和点乘操作，把处

理后的信息状态更新至下一时间步单元，实现对有

用的历史信息的长期或短期记忆，每个时间步的最

后一个隐含层输出ht只包含有用的历史信息。

3.3　基于粒子群算法的LSTM网络优化

在进行LSTM网络训练前，网络的超参数设置

是训练网络的关键问题，超参数包括初始学习率、

最大迭代次数、隐含层层数、隐含层神经元个数、

Dropout概率等。大多数研究者会根据经验或枚举

搜索得到较好的模型效果，但这也导致了模型泛化

能力差、程序耗时长、偶然性大等问题，甚至对于不

同的超参数训练的神经网络模型会有很大差异。

图1　基于深度学习的风电场误差修正模型框架

Fig.  1　Framework of wind farm error correction model based on deep learning
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为解决LSTM网络超参数设置困难的问题，本文引

入粒子群优化（particle swarm optimization， PSO）

算法对LSTM网络超参数进行寻优。

PSO算法是一种启发式智能仿生算法，它模拟

鸟群觅食行为，算法的核心是群体间的信息共享，

鸟群觅食中可以相互传递信息，使得每只鸟都能根

据它们接收到的信息决定下一步动作，最终所有鸟

都会聚集到食物源处。同样，PSO算法中粒子通过

这样的迭代寻找最优解，由适应度函数评价解的

好坏。

本文中 PSO 算法应用于寻优 LSTM 的超参数

分别是最大迭代次数、隐层神经单元个数、初始学

习率。即 PSO 算法的搜索空间为 3 维。适应度函

数选取神经网络验证集的均方根误差CRMSE。

PSO算法流程如图2所示。

3.4　建模流程

本文提出的风电场等值建模方法完整流程如

图 3所示。将所提建模方法用于一个实际风电场建

模中，建模流程可分为 2部分：第 1部分是建立风电

场详细模型和聚类等值模型，并获取仿真数据；第 2
部分是修正基于 PSO-LSTM 的聚类等值模型

误差。

在第 1 部分，须根据风电场所有风电机组的数

学模型搭建风电场详细模型，以及在详细模型的基

础上通过K-means均值聚类算法和容量加权法对风

电场风电机组进行分群等值，构建风电场聚类等值

模型。然后分别对详细模型和聚类等值模型进行

暂态仿真，得到这2种模型n组暂态响应曲线。

（1）详细模型的暂态响应曲线。

输出有功功率Pd ( t )和母线电压Ud ( t )分别为

Pd ( t )=[ pd1 ( t )，pd2 ( t )，...，pdn ( t ) ] （11）
Ud ( t )=[ ud1 ( t )，ud2 ( t )，...，udn ( t ) ] （12）

式中：pdn ( t )为风电场详细模型的第 n组输出有功功

率暂态响应曲线；udn ( t )为风电场详细模型的第 n组
母线电压暂态响应曲线。其中，Pd ( t )和Ud ( t )中的

每一项都是一个长度为 τ的时间序列：

pdi ( t )=[ pdi (1 )，pdi ( 2 )，...，pdi ( τ ) ]，   i= 1，2，…，n
（13）

 udi ( t )=[ udi (1 )，udi ( 2 )，...，udi ( τ ) ]，   i= 1，2，…，n
（14）

式中：pdi ( τ )为风电场详细模型第 i组数据第 τ时刻

的输出有功功率；udi ( τ )为风电场详细模型第 i组数

据第 τ时刻的母线电压。

（2）聚类等值模型的暂态响应曲线。

输出有功功率Pc ( t )和母线电压Uc ( t )分别为

Pc ( t )=[ pc1 ( t )，pc2 ( t )，...，pcn ( t ) ] （15）
Uc ( t )=[ uc1 ( t )，uc2 ( t )，...，ucn ( t ) ] （16）

其中：

pci ( t )=[ pci (1 )，pci ( 2 )，...，pci ( τ ) ]，   i= 1，2，…，n
（17）

uci ( t )=[ uci (1 )，uci ( 2 )，...，uci ( τ ) ]，   i= 1，2，…，n
（18）

模型第 2 部分的核心是一个经过 PSO 算法优

化的LSTM网络。把聚类等值模型的暂态响应n组
曲线Pc ( t )和Uc ( t )作为神经网络的输入，把聚类等

值模型和详细模型的暂态响应误差作为神经网络

的映射目标：

Pe ( t )=Pd ( t )-Pc ( t )=[ pd1 ( t )- pc1 ( t )，
        pd2 ( t )- pc2 ( t )，…，pdn ( t )- pcn ( t ) ]         (19 )

Ue ( t )=Ud ( t )-Uc ( t )=[ ud1 ( t )- uc1 ( t )，
          ud2 ( t )- uc2 ( t )，…，udn ( t )- ucn ( t ) ]      ( 20 )
分别取前 90% 的数据作为训练集，后 10% 的

数据作为验证集，利用PSO算法对神经网络的最大

迭代次数、隐层神经单元个数、初始学习率进行超

图2　PSO算法流程图

Fig.  2　Flow chart of PSO algorithm

16



朱 清，等： 基于PSO-LSTM-ECM的风电场等值建模方法Vol. 10 No. 3

图3　基于PSO-LSTM-ECM的风电场等值建模流程图

Fig.  3　Flow chart of wind farm equivalent modeling based on PSO-LSTM-ECM
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参数寻优。通过 PSO 算法得出一组超参数最优解

后再对网络进行训练，以获得最终的 PSO-LSTM-
ECM风电场模型。

4　仿真验证

仿真场景如图 4所示，该风电场由 16台直驱永

磁风电机组组成，每台风电机组的额定容量都是

1. 5 MW，其内部集电系统电气连接采用放射式拓

扑。每台风电机组经过 0. 69 kV/35 kV升压与架空

线路相连。风电场经过一个 35 kV/230 kV 变电站

并入电网。

根据 2. 1 节聚类指标的选取规则，表 1 给出了

稳态时刻各台风电机组的输入风速 v、有功输出 P
和风电机组转速ω。

以输入风速 v、有功输出P、风电机组转速ω为

指标，对 16 台风电机组进行 K-means 聚类分析，定

义聚类数为 4。将 16 台风电机组聚类分为 4 群后，

再将每个集群内的风电机组等值为 1台，等值参数

由容量加权法计算得到，聚类结果如表2所示。

根据 3. 4 节所表述的电场等值建模方法，在搭

建了风电场详细模型和聚类等值模型后，须在不同

工况下获得上述 2个风电场模型的暂态响应。结合

第2、3节的内容，本文在PSCAD/EMTDC平台下搭

建了风电场详细模型和聚类等值模型。在PSCAD
平台上分别设置并网负荷的波动场景，通过仿真分别

获取风电场详细模型和聚类等值模型的暂态响应。

设置负荷波动场景具体参数如下：风电场经过

35 kV/220 kV变电站后，将并网负荷从5%α1调节到

5%α2，其中α1，α2 = 1，2，⋯，15，且α1 ≠ α2。同时，风

电机组桨距角被设置为 1. 5∘ β，β= 1，2，⋯，40。在

上述设置的场景中分别对风电场详细模型和聚类

等值模型进行仿真，即可获得 2 100组不同工况、不

同电压和功率跌落程度的机组暂态响应：详细模型

的输出有功功率Pd ( t )和母线电压Ud ( t )，聚类等值

模型输出有功功率Pc ( t )和母线电压Uc ( t )。
经过 PSCAD 平台仿真的数据集在网络训练

前，须对数据集进行 Z-score 标准化处理，将其归一

化为具有零均值和单位方差的标准格式。标准化

处理后数据集即可进行网络训练。

本文采用的 LSTM 网络架构由 6部分组成，按

照数据流动顺序分别是特征为 1的序列输入层、1个

LSTM层、1个大小为 50的全连接层、1个丢弃概率

为 0. 5 的丢弃层（dropout layer）、1 个输出特征大小

为 1的全连接层和 1个用来计算回归任务半均方误

差的回归层。为了防止网络过拟合，须引入

Dropout层使神经元在前向传播时，以 0. 5概率随机

断开连接，从而减少网络对局部特征的依赖，同时

提高模型泛化能力［33］。为了防止梯度爆炸，本文将

梯度阈值设置为 1。由于数据集庞大，为减少训练

图4　风电场详细模型

Fig.  4　Detailed model of wind farm

表1　风电机组初始参数

Table 1　Initial parameters of wind turbine

机组编号

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16

风速/（m·s-1）

11.2
10.1
10.4
9.8

10.7
10.1
11.0
9.2

10.2
9.5
8.7
9.1

11.1
9.2
9.8

10.7

转速/pu
0.83
0.67
0.71
0.56
0.76
0.69
0.81
0.55
0.64
0.53
0.44
0.47
0.83
0.52
0.63
0.76

输出有功/kW
845
610
670
555
740
610
800
490
650
510
360
425
840
465
565
735

表2　K-means聚类结果

Table 2　K-means clustering results

类别

1
2
3
4

机组编号

11
8,10,12,14
2,4,6,9,15

1,3,5,7,13,16
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网络耗时，本文将数据集打包分批次进行训练，其

中小批量大小为20。
PSO-LSTM 具体参数如表 3—4 所示。其中，

LSTM 层参数隐层神经单元数、学习率、最大迭代

次数由PSO算法寻优获得。

其中不含 PSO 算法的神经网络参数参考文   
献［34］设置为：隐含神经单元数为 200，学习率为

0. 01，考虑到网络迭代耗时较长，将最大迭代次数

设置为20。模型性能由均方根误差CRMSE来评估：

CRMSE = 1
n∑
t= 1

n

( X̂ ( t )-X ( t ) )2 （21）

式中：X̂ ( t )为风电场详细模型暂态响应；X ( t )为各

模型的最终输出。

在仿真软件设置风电场在并网母线处的 0. 5 s
时发生负荷波动，持续时间为 0. 2 s，风电场详细模

型、K-means 聚类等值模型、不含 PSO 超参数寻优

的 LSTM 误差校正模型，以及 PSO-LSTM 的误差

校正模型的暂态响应分别如图5—6所示。

由图 5—6可见，在负荷波动发生（0. 5 s）后的暂

态过程内，PSO-LSTM网络的补偿校正基本能精确

拟合详细模型和聚类等值模型的误差，表明本文所

提模型具有很高的精度。各模型的均方根误差如

表 5 所示，其中：PRMSE 为有功功率的均方根误差；

URMSE 为母线电压的均方根误差。各模型的仿真时

间如表6所示。

由表 5可见，PSO-LSTM误差校正模型的拟合

精度比聚类等值模型和 LSTM 误差校正模型有显

著提升，证明了 PSO 算法的有效性。综上所述，本

文提出的基于 PSO-LSTM-ECM 的风电场等值建

模方法不仅以极低的耗时完成了模型仿真，同时高

表3　PSO算法的参数表

Table 3　Parameters of PSO algorithm

参数

惯性权重

个体学习因子

群体学习因子

粒子维度

粒子个数

迭代次数

适应度函数

数值

0.8
1.5
1.5
3

10
10
CRMSE

表4　LSTM参数表

Table 4　LSTM parameters

参数

输入序列维数

输出序列维数

dropout概率

求解器

梯度阈值

小批次大小

训练集和验证集划分比例/%
学习率

最大迭代次数

隐含层神经元个数

数值

1
1

0.5
Adam

1
20

90和10
PSO优化值

PSO优化值

PSO优化值

图5　负荷波动下风电场并网母线电压

Fig.  5　Grid connected bus voltage of wind farm under 
load fluctuation

图6　负荷波动下风电场有功输出

Fig.  6　Active power output of wind farm under
load fluctuation

表5　各模型的性能指标对比

Table 5　Performance index comparison of
different models

模型

聚类等值模型

LSTM-ECM等值模型

本文模型

PRMSE/kW
40.055 4
5.078 6
4.584 7

URMSE/kV
36.181 6
2.551 7
1.866 6
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精度校正了风电场聚类等值模型的误差，显著地提

高了聚类模型的泛化能力与准确性。

5　结论

为解决风电场等值建模问题中聚类等值模型

难以做到高精度、泛化能力差的固有缺陷，本文提

出了一种基于 PSO-LSTM-ECM 的风电场等值建

模方法。通过训练由 PSO 算法改进的 LSTM 神经

网络，获得风电场ECM模型，算例结果验证了此模

型的有效性与优越性。本文的主要贡献如下：

（1）相较于传统的风电场等值建模方法，本文

方法实现了详细模型与传统等值模型的误差自动

校正，风电场有功输出和母线电压的拟合精度都

大幅提升，所提模型能够拟合风电场的动态特性，

同时具有仿真低耗时的特性，高效精确的风电场

模型能有效减少电网并网风险，提高风电并网可

靠性。

（2）随着现代计算机算力的提升，同时由于深

度学习技术的应用，模型泛化能力显著提升，因此

本文所提模型很容易移植到实际的大型风电场建

模中，降低建模的复杂程度，应用该模型可以大大

提高当前风电场的建模效率。
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